
Objetivo. La aplicación del índice de gravedad
Mortality Probability Model (MPM II) en nuestra
Unidad de Cuidados Intensivos (UCI) nos muestra
una mala calibración que nos obliga a buscar mo-
delos reajustados.

Diseño. Para el reajuste de los modelos utiliza-
mos técnicas basadas en regresión logística (RL)
y una red neuronal artificial (RN) (perceptrón mul-
ticapa con retropropagación del error). Para valo-
rar estos modelos utilizamos un grupo de 964 pa-
cientes que se dividen en un grupo de Desarrollo
(736 pacientes) y un grupo de Validación (228). Se
calcula el modelo MPM II Admisión y a las 24-ho-
ras (MPM II-0 y MPM II-24), los modelos reajusta-
dos por RL (RLR-0 y RLR-24) y los obtenidos por
las RN (RN-0 y RN-24). Los modelos desarrollados
se contrastan en el grupo de Validación evaluan-
do sus propiedades de discriminación con el área
bajo la curva ROC (ABC [IC 95 %]) y su calibración
con el test de Hosmer-Lemeshow C (HLC [p]).

Resultados. Los modelos MPM II-0 y MPM-24
obtienen una buena discriminación (ABC > 0,8)
con pobre calibración (HLC > 25). Los modelos
reajustados (RLR y RN) mejoran en calibración
manteniendo una aceptable discriminación. La
RN es mejor en discriminación (ABC = 0,85 [0,79-
0,90]) y calibración (HLC = 21 [p = 0,005]) en el
modelo 24-horas, pero sin alcanzar significación.

Conclusión. Una RN es capaz de estratificar el
riesgo de mortalidad hospitalaria utilizando las

variables del sistema MPM II. En el mismo grupo
de pacientes la RN obtiene diferentes probabili-
dades de muerte. Esto se asocia con una contri-
bución diferente de las variables en los modelos
basados en RL o RN.

PALABRAS CLAVE: predicción de resultados, MPM II, redes
neuronales artificiales.

ARTIFICIAL NEURONAL NETWORKS
IN INTENSIVE MEDICINE. AN EXAMPLE
OF APPLICATION WITH MPM II VARIABLES

Objective. The application of Mortality Probabi-
lity Model (MPM II) index of severity in our ICU
shows poor calibration that forces us to seek re-
adjusted models.

Design. For the readjustment of the models we
have used techniques based on Logistic Regres-
sion (LR) and an Artificial Neuronal Network (ANN)
(multilayer perceptron with error retropropaga-
tion). In order to assess these models we analy-
zed a group of 964 patients divided into a deve-
lopment subgroup (736 patients) and a validation
subgroup (228 patients). We calculated the MPM
II model at admission and at 24-hours (MPM II-0
and MPM II-24), the models readjusted by LR
(LRR-0 and LRR-24), and the models obtained
through the ANN (ANN-0 and ANN-24). Developed
models were verified in the validation subgroup
for evaluating their discrimination properties
through the area under the ROC (receiver opera-
ting characteristic) curve (AURC [CI 95%]), and
for its calibration with the Hosmer-Lemeshow C
(HLC [p]) test.

Results. MPM II-0 and MPM-24 models showed
high discrimination (AURC 0.8) with poor calibra-
tion (HLC 25). The readjusted models (LRR and
ANN) improved in calibration maintaining an ac-
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ceptable discrimination. ANN is better for discri-
mination (AURC = 0.85 [0.79-0.90]) and calibration
(HLC = 21 [p = 0.005]) in the 24-hour model, howe-
ver, without significance.

Conclusion. ANN can stratify the risk of hospi-
tal mortality using the variables of the MPM II sys-
tem. ANN shows different death probabilities in
the same group of patients. This is associated
with a different contribution from the variables in
LR- and ANN-based models.

KEY WORDS: results prediction, MPM II, artificial neuronal
networks. 

INTRODUCCIÓN

Los modelos de predicción de mortalidad hospita-
laria se emplean de forma habitual en los enfermos
que ingresan en la Unidad de Cuidados Intensivos
(UCI). Estos modelos se utilizan para evaluar los re-
sultados de cada UCI y son necesarios, entre otras fi-
nalidades, para estratificar correctamente los enfer-
mos a la hora de participar en ensayos clínicos
controlados1. Entre otros, el sistema MPM II (Morta-
lity Probability Model) es uno de los modelos más
utilizados en nuestro entorno. Este sistema se desa-
rrolló utilizando la metodología de regresión logísti-
ca (RL) con una gran base de datos que incluía
19.124 pacientes dentro de un amplio estudio euro-
peo y norte-americano (European/North American
Study of Severity Systems)2.

El sistema MPM II consta de dos partes: el mode-
lo Admisión, que incluye las variables tomadas en el
momento de admisión en UCI, y el modelo 24-horas,
con variables registradas durante las primeras 24 ho-
ras de ingreso en la unidad. Este sistema ha sido eva-
luado en diferentes grupos de pacientes y ha mostra-
do ser una buena herramienta para la estratificación
de riesgo3.

La fiabilidad de un modelo de predicción se mide
determinando su habilidad de distinguir los pacientes
supervivientes y los que fallecerán (discriminación),
y el grado de correspondencia entre la mortalidad ob-
servada y la esperada (calibración)4. En la práctica
clínica, la aplicación de un modelo determinado en
una UCI concreta puede mostrarnos una falta de pre-
cisión debida, en la mayoría de ocasiones, a una pér-
dida de calibración. La utilización de modelos espe-
cíficos para cada UCI se hace necesaria si queremos
valorar aspectos de control de calidad5. En nuestra
UCI, por las características propias que nos alejan de
las condiciones medias de la población que sirvió
para confeccionar el MPM II, necesitamos adaptar o
reajustar este modelo para conseguir una correcta es-
tratificación del riesgo de muerte en nuestros pacien-
tes. Para reajustar este modelo, podemos emplear
metodología estadística, basada en RL, o también uti-
lizar como alternativa un modelo basado en redes
neuronales artificiales (RN).

Las RN constituyen una alternativa a los modelos
basados en técnicas estadísticas. Las RN aportan una

metodología general como modelos de predicción
de resultados que son función de las correspondientes
variables de entrada. Mediante un proceso de apren-
dizaje (llamado también entrenamiento) las RN desa-
rrollan la capacidad de predicción de la variable
resultado, en nuestro caso la probabilidad de mor-
talidad hospitalaria, a partir de un grupo de casos
suficientemente amplio. Una vez entrenada correcta-
mente la RN adquiere la capacidad de generaliza-
ción: es capaz de enfrentarse a casos nuevos (no uti-
lizados en la fase de aprendizaje) y dar resultados
correctos6. Según los resultados publicados, las RN
son entre un 5%-10 % más precisas que otras técni-
cas estadísticas, ya que no trabajan con restricciones
de modelos lineales y son capaces de incorporar au-
tomáticamente las relaciones entre las variables pre-
dictoras7.

En Medicina Intensiva las RN se han utilizado en
diversos problemas. En la tabla 1 mostramos algunos
de los trabajos más representativos con sus caracte-
rísticas fundamentales8-25.

Los objetivos de nuestro trabajo son en primer lu-
gar validar el modelo MPM II en nuestra UCI y com-
pararlo con un modelo construido reajustando los co-
eficientes correspondientes a las variables de la
ecuación logística, y en segundo construir un modelo
basado en la metodología de RN con las mismas va-
riables. Los dos modelos (RL y RN) se validan en un
grupo independiente de pacientes (cronológicamente
posterior). Comparar el modelo MPM II, no sólo con
un modelo reajustado, sino con un modelo basado en
RN, constituye la contribución de nuestro estudio.

PACIENTES Y MÉTODO

Pacientes

El estudio se ha realizado en la UCI polivalente
(médica y quirúrgica) de 10 camas ubicada en el
Hospital Universitario Arnau de Vilanova de Lleida.
Se informó al Comité Ético del Hospital de la reali-
zación del estudio, no se precisó consentimiento in-
formado, ya que todas las variables se recogían para
el diagnóstico y el tratamiento de los pacientes y se
aseguró en todo momento el anonimato de los mis-
mos. 

Se recogieron, de forma prospectiva, los ingresos
de enero de 1996 a diciembre de 1999 que formaron
el grupo de Desarrollo, y de enero de 2000 hasta di-
ciembre de 2000 que constituyeron el grupo de Vali-
dación. Todos los datos demográficos y las variables
necesarias para calcular los modelos MPM II-0 (Ad-
misión) y MPM II-24 (24-horas) fueron recogidos
por un equipo entrenado2.

Modelo MPM II reajustado según regresión
logística

Por las características de nuestra serie (tamaño y
porcentaje de mortalidad) aplicamos la estrategia de
reajustar los coeficientes de la RL de acuerdo con el
método sugerido por Zhu et al3.
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Reajustar un modelo de RL supone calcular los
nuevos coeficientes de las variables predictoras utili-
zando los valores propios de cada UCI26.

Diseño de la red neuronal artificial

Para el desarrollo de nuestra aplicación utilizamos
una arquitectura de perceptrón multicapa (MLP-mul-
tilayered perceptron) entrenado con algoritmo de re-
tropropagación del error (backpropagation). Para in-
troducirse en el tema existen revisiones sencillas en
la literatura6,27.

Una RN (fig. 1) consta de capas que están forma-
das por nodos. La capa de entrada recibe los valores
de las variables predictoras, la capa oculta es donde

se realizan los procesos de ajuste, y la capa de salida
donde se obtienen los resultados de la red (output).
Los nodos están unidos por unos parámetros internos
(pesos = weights) cuyos valores se modifican de
acuerdo a los valores que reciben los nodos y según
la función de red que se les aplica. La complejidad de
una RN depende de la cantidad de parámetros inter-
nos que contenga.

La RN precisa de un proceso de entrenamiento
para alcanzar la capacidad de generalización, prime-
ro comenzamos con valores aleatorios de los pesos
que deben de modificarse de forma iterativa (cada
vez que presentamos los datos de entrada a la red)
para conseguir los resultados más próximos a los va-
lores observados. La finalidad es minimizar el error
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Referencia Año Valida. Estad. Result. Nº

Scores
APACHE II Wong 1999 Sí CS = 8.796
APACHE III Clermont 2001 Sí CS = 1.647
TRISS-ISS DiRusso 2000 Sí CS + 10.609
ICISS-TRISS-ISS Rutledge 1998 Sí CS + 7.276

Pronóstico
Sepsis Warner 1996 Sí No + 68
SIRS-Shock Dybowski 1996 Sí Si ++ 258
TCE Lang 1997 Sí Sí = 1.066
Cirugía cardíaca Orr 1997 Sí Sí = 1.112
Bypass Ao-Cor Lippmann 1997 Sí Sí = 80.606
Hemorragia cerebral Edwards 1999 Sí Sí ++ 81
Trasplante hepático Doyle 1994 No No ++ 155
Weaning Ashutosh 1992 Sí Sí = 25
Post RCP Ebell 1993 No No + 218

Estancia UCI
> 15 días Buchman 1994 Sí Sí + 491
Cirugía cardíaca Tu 1993 Sí No ++ 1.409

Diagnóstico
IAM Selker 1995 Sí Sí + 5.773

Hipomagnesemia Verive 2000 Sí Sí + 463
Niveles aminoglucósidos Yamamura 1998 Sí Si ++ 30

TABLA 1. Aplicaciones de las redes neuronales artificiales en Medicina Intensiva

Referencia: primer autor; Valida.: utilización grupo de validación; Estad.: comparación con técnica estadística; CS: comparación con score; Result.: resultado global; =: similar; +: lige-
ramente superior la RN; ++: mejor la RN; Nº: número de pacientes en el trabajo; TCE: traumatismo craneoencefálico; Bypass Ao-Cor: Bypass aorto-coronario; RCP: reanimación cardio-
pulmonar; IAM: infarto agudo de miocardio.

Figura 1. Arquitectura de una red neu-
ronal artificial (perceptrón de tres ca-
pas). Los pesos son los parámetros que
deben ajustarse durante el proceso de
entrenamiento para conseguir que la
capa de salida de resultados coincida
con los observados. El error entre lo
observado y el resultado de la red se
propaga hacia atrás (backpropagation)
y debe ir disminuyendo en las sucesivas
iteraciones en las que se presentan los
valores de las variables predictoras. La
complejidad de una red depende del nú-
mero de nodos de su capa oculta.

CAPA CAPA CAPA
ENTRADA OCULTA SALIDA

nodos pesos nodos pesos nodos

RESULTADO

Comparar resultado
observado-esperado

Variables
de entrada

ERROR



que se observa de esta diferencia entre los valores de
la red y los observados. 

La estrategia que se sigue para evitar que la red so-
breaprenda (sólo memoriza, pero no tiene capacidad
de generalización) es dividir el grupo de Desarrollo
en un subgrupo de Entrenamiento (70% del grupo de
desarrollo) y un subgrupo de Verificación (30% res-
tante). El subgrupo de Verificación no se emplea en
el ajuste de los parámetros, pero la red debe mantener
buenos resultados en este subgrupo, durante el entre-
namiento, para asegurar que la red adquiere la capa-
cidad de generalización.

La arquitectura óptima de la red (número de capas
ocultas y de nodos que las forman) se alcanza con un
método empírico observando la evolución del error
en el subgrupo de Verificación28. El valor de salida
de nuestra red es la probabilidad de muerte y se inter-
preta con un valor de 0 a 1. Para la creación de la RN
utilizamos el programa comercial Qnet 97 (Vesta
Services Inc.). Los parámetros de entrenamiento mo-
dificables en el software (momento, coeficiente de
aprendizaje, etc.) fueron optimizados para alcanzar el
mejor resultado de la red. 

Comparación de los modelos

Para comparar los distintos modelos medimos su
capacidad de discriminación y calibración; la discri-
minación calculando el porcentaje de pacientes co-
rrectamente clasificados (PCC) con el punto de corte
a 0,5 y con el área bajo la curva ROC (ABC)29,30; y la
calibración usando el test de Hosmer-Lemeshow C31,
construyendo la curva de calibración y calculando las
razones de mortalidad estandarizada (RME)32. Estos
cálculos se realizan tanto en el grupo de Desarrollo
como en el de Validación. Utilizamos el test de
Bland-Altman para analizar las probabilidades gene-
radas por cada modelo33 y el coeficiente de correla-
ción intraclase (CCI) para valorar la concordancia
entre los mismos34. El análisis estadístico se realizó
con el programa SPSS (versión 11.0).

RESULTADOS

Características del grupo de estudio

Se analizan un total de 964 pacientes divididos en el
grupo de Desarrollo (736) y el de Validación (228).

Nuestra población se define por tener pocos pa-
cientes programados (quirúrgicos), que nos conduce a
una mortalidad hospitalaria alta y un incremento en la
estancia media en UCI. No encontramos diferencias
significativas en los distintos subgrupos definidos en
el estudio (tabla 2). Tampoco apreciamos diferencias
significativas al analizar las características demográ-
ficas en los distintos años que abarcaba el estudio.

Modelo MPM II reajustado según regresión
logística

Al reajustar los coeficientes del MPM II se obtie-
nen nuevos modelos: el reajustado en el modelo de

Admisión (reajuste de regresión logística 0) (RLR-0)
y en el modelo de 24-horas (reajuste de regresión lo-
gística 24) (RLR-24).

En el modelo Admisión, las variables que no al-
canzaron significación estadística fueron: cirrosis,
arritmia cardíaca y enfermedad cerebrovascular; en
el modelo 24-horas: cirrosis y tiempo de protrombi-
na mayor de 3 segundos sobre el estándar (tabla 3).

Justificamos las diferencias encontradas en los co-
eficientes por nuestro diferente case-mix, al tener po-
cos pacientes con cirrosis (sólo 7 pacientes), enfer-
medad cerebrovascular (33 pacientes) y no incluir a
los pacientes coronarios.

Arquitectura de la red neuronal artificial

Las arquitecturas óptimas fueron diferentes para el
modelo Admisión (con 4 nodos en la capa oculta) que
para el modelo 24-horas (8 nodos). Con redes más
complejas (con más nodos en la capa oculta) no me-
jorábamos la precisión.

Comparación de los modelos

En el grupo de Desarrollo, el modelo MPM II tan-
to en Admisión como a las 24-horas obtuvo una bue-
na discriminación (ABC de 0,8), pero pobre calibra-
ción. Como era esperable, los modelos reajustados
(RLR) mejoraron en calibración. Las RN consiguen
una mejor discriminación y calibración. En el grupo
de Validación se observa similar comportamiento
con el modelo MPM II, mejoría en la calibración con
los modelos reajustados así como con las redes (ta-
bla 4).

En la figura 2 se muestran las curvas ROC y de ca-
libración del modelo 24-horas en el grupo de Valida-
ción (en el modelo Admisión los resultados son simi-
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Desarrollo Validación
(n = 736) (n = 228) pc

Edad (años)a 55,9 (18) 57,9 (19) NS
Sexo, varón (%) 67,5 60,5 NS
Status NS
Médico (%) 70,7 67,5
Quirúrgico (%) 23,5 24,1
Programado (%) 5,8 8,3
Categoría diagnóstica NS
Respiratorio (%) 25,8 24,1
Trauma (%) 25,0 21,5
Gastrointestinal (%) 14,5 16,2
Sepsis (%) 7,2 3,1
Otros (%) 27,4 35,1

VM (%) 61,3 61,8 NS
MORT (%) 38,0 34,2 NS
Estancia (días)b 5 (2-9) 5 (2-11) NS

Desarrollo: años 1996-1999; Validación: año 2000; VM: ventilación mecánica; MORT:
mortalidad hospitalaria; amedia (DE); bmediana (rango intercuartil) pcdeterminada por
prueba χ2 para comparación de proporciones, prueba “t” para la comparación de medias
y prueba de Mann-Whitney para la comparación de medianas; NS: no significativo (p >
0,05).

TABLA 2. Características demográficas
del grupo de estudio (964 pacientes)



lares). Al igual que en las curvas ROC, cuando eva-
luamos el PCC de los distintos modelos encontramos
pocas diferencias, siendo del 74 % en el modelo

MPM II-24, 75 % en RLR-24 y del 77 % en el RN-24
(siendo la diferencia máxima entre los modelos de 4
pacientes correctamente clasificados). 
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MPM II RLR

Coeficientes Odds ratio Coeficientes Odds ratio

Admisión
Constante -5,468 -5,307
Coma 1,485 4,4 (3,8-5,2) 0,673 1,9 (1,2-3,7)
FC = 159 x´ 0,456 1,6 (1,2-2,1) 1,272 3,5 (1,5-8,3)
TAS ≤ 90 mmHg 1,061 2,9 (2,5-3,4) 0,475 1,6 (1,1-2,5)
Insuficiencia renal crónica 0,919 2,5 (2,0-3,1) 1,344 3,8 (1,8-9,6)
Cirrosis 1,136 3,1 (2,4-4,0) NS
Neoplasia metastásica 1,199 3,3 (2,7-4,0) 1,286 3,6 (1,8-17,6)
Insuficiencia renal aguda 1,482 4,4 (3,7-5,2) 1,321 3,7 (2,3-6,0)
Arritmia cardíaca 0,280 1,3 (1,2-1,5) NS
ACVA 0,213 1,2 (1,0-1,5) NS
Sangrado GI 0,396 1,5 (1,2-1,8) 1,321 3,0 (1,1-9,0)
Masa intracraneal 0,865 2,4 (2,0-2,8) 1,109 9,7 (2,5-13,7)
Edad, 10 años 0,030 1,4 (1,3-1,4) 0,040 1,2 (1,1-1,3)
RCP 0,569 1,8 (1,4-2,2) 0,284 1,3 (1,1-3,7)
VM 0,791 2,2 (2,0-2,5) 0,912 2,4 (1,6-3,7)
Cirugía urgente 1,190 3,3 (2,8-3,8) 1,385 3,9 (1,1-14,4)

24-horas
Constante -5.645 -5,205
Edad, 10 años 0,032 1,4 (1,3-1,4) 0,033 1,1 (1,0-1,1)
Cirrosis 1,087 3,0 (2,3-3,9) NS
Masa intracraneal 0,913 2,5 (2,1-3,0) 3,076 11,1 (2,3-18,1)
Neoplasia metastásica 1,161 3,2 (2,6-4,0) 1,545 4,6 (1,1-19,3)
Cirugía urgente 0,834 2,3 (2,0-2,7) 1,017 2,7 (1,1-10,3)
Coma 1,687 5,4 (4,6-6,4) 1,172 3,2 (1,6-6,2)
Creatinina > 2 0,722 2,1 (1,8-2,4) 0,525 1,6 (1,1-2,9)
Infección conf. 0,497 1,6 (1,4-1,9) 0,711 2,0 (1,3-3,0)
VM 0,808 1,7 (1,5-2,1) 1,198 3,3 (2,1-5,1)
PO2 < 60 mmHg 0,466 1,6 (1,4-1,9) 0,593 1,8 (1,2-3,9)
T. protromb > 3 seg 0,553 1,7 (1,5-2,1) NS
Diuresis < 150 8 h 0,822 2,3 (1,9-2,7) 0,920 2,5 (1,2-5,0)
Inotropos ≥ 1 h 0,716 2,0 (1,8-2,3) 0,739 2,0 (1,3-3,2)

RLR: modelo de regresión logística reajustado para nuestra UCI; FC: frecuencia cardíaca; TAS: presión arterial sistólica; ACVA: accidente cerebrovascular agudo; GI: gastrointestinal;
RCP: reanimación cardiopulmonar; VM: ventilación mecánica; NS: variable no significativa.
Definición de variables según artículo original2.

TABLA 3. Variables del modelo MPM II. Coeficientes del modelo original y del reajustado para nuestra
UCI según regresión logística

ABC (95 %) HL-C (p) RME (95 %)

Desarrollo
Admisión
MPM II-0 0,80 (0,77-0,83)0 97,4 (0,000) 1,43 (1,32-1,53)
RLR-0 0,82 (0,79-0,85)0 15,2 (0,054) 1,00 (0,91-1,08)
RN-0 0,85 (0,82-0,88)* 20,5 (0,008) 0,99 (0,92-1,07)

24-horas
MPM II-24 0,83 (0,82-0,88)0 31,7 (0,000) 1,48 (1,30-1,59)
RLR-24 0,84 (0,81-0,87)0 7,0 (0,466) 1,00 (0,92-1,07)
RN-24 0,89 (0,86-0,91)* 14,4 (0,070) 0,99 (0,92-1,06)

Validación
Admisión
MPM II-0 0,81 (0,75-0,87)0 25,9 (0,001) 1,36 (1,17-1,55)
RLR-0 0,81 (0,75-0,87)0 7,4 (0,491) 0,93 (0,78-1,07)
RN-0 0,81 (0,75-0,87)0 19,7 (0,011) 0,92 (0,78-1,06)

24-horas
MPM II-24 0,83 (0,77-0,89)0 94,5 (0,000) 1,46 (1,26-1,67)
RLR-24 0,84 (0,78-0,89)0 24,3 (0,002) 0,91 (0,78-1,08)
RN-24 0,85 (0,79-0,90)0 21,5 (0,005) 0,94 (0,80-1,04)

TABLA 4. Comparación de la precisión de los modelos en los grupos de Desarrollo y Validación

Desarrollo: años 1996-1999; Validación: año 2000; ABC: área bajo la curva ROC; HL-C: test de Hosmer-Lemeshow C (p > 0,05 se considera un modelo bien calibrado); RME: razón de
mortalidad estandarizada; RLR: modelos de regresión logística reajustados; RN: modelo de red neuronal; *ABC es mayor en los modelos RN de forma significativa, pero sólo en el gru-
po de Desarrollo.



En la figura correspondiente a las curvas de cali-
bración observamos la tendencia del modelo MPM II-
24 a infraestimar la probabilidad de mortalidad hospi-
talaria (curva sobre la línea de perfecta calibración).

En el modelo 24-horas, la comparación de las pro-
babilidades calculadas por los modelos mostraban al-
gunas diferencias. Si comparamos el RLR-24 y el
MPM-24 (fig. 3a) se observa el efecto conseguido
con el reajuste del modelo que consigue una mejor ca-
libración y que muestra un CCI de 0,86 (buena con-
cordancia). La comparación entre el RLR-24 y la RN-
24 (fig. 3b) nos da un resultado que no sigue un patrón
uniforme, con un CCI que en este caso baja a 0,74.

Los valores de probabilidad de muerte de algunos pa-
cientes son muy diferentes según el modelo utilizado,
lo que indicaba la diferente contribución de las varia-
bles predictoras según el modelo considerado.

Como ejemplo para explicar diferencias entre los
modelos hicimos un estudio de los casos extremos
(un total de 136 pacientes), con diferencias de morta-
lidad superiores en un 20 %, que nos demostró que en
algunos casos (en 70 pacientes) pequeñas variaciones
en la variable “edad” (no discriminadas por el mode-
lo MPM II) modificaban la probabilidad esperada se-
gún la RN, aunque se mantuvieran los mismos valo-
res en el resto de variables predictoras.

TRUJILLANO CABELLO J, ET AL. REDES NEURONALES ARTIFICIALES EN MEDICINA INTENSIVA.
EJEMPLO DE APLICACIÓN CON LAS VARIABLES DEL MPM II

18 Med Intensiva 2005;29(1):13-20 00

Figura 2. Curvas ROC (a) y curvas de calibración (b) del modelo 24-horas. Línea negra         modelo MPM II, línea gris         modelo de Re-
gresión logística reajustado, y línea de puntos         modelo de red neuronal.

Figura 3. Gráficos de Bland-Altman de los modelos de predicción de mortalidad a las 24-horas en el grupo de Validación. RLR-24: mode-
lo de regresión logística reajustado. RN-24: modelo de red neuronal. Las líneas horizontales corresponden a ± 2 desviaciones estándar.
(a): RLR-24 comparado con MPM II-24. (b): RLR-24 comparado con RN-24.



Para evaluar la consistencia de nuestros resultados
comprobamos que la utilización de 50 redes entrena-
das con distinto grupo de Verificación, asignado al
azar, conseguían resultados similares a los expuestos.

DISCUSIÓN

La aplicación de un modelo de predicción de mor-
talidad puede hacerse con confianza cuando ha sido
validado en la población donde se aplica. Las carac-
terísticas de nuestra UCI, por su tamaño, bajo núme-
ro de ingresos programados, alta mortalidad y case-
mix, nos apartan de las condiciones medias de la
población que sirvió para confeccionar el modelo
MPM II. Cuando aplicamos este sistema a nuestra
UCI, descubrimos una falta de calibración al obtener
una mortalidad superior a la esperada según el mode-
lo. Esta discrepancia nos obliga a evaluar nuestro ni-
vel asistencial y encontrar el modo de obtener un mé-
todo preciso para estratificar la gravedad de nuestros
pacientes que nos sirva como herramienta y control
de calidad5. Para conseguir reajustar el modelo pode-
mos utilizar la metodología estadística basada en RL
o utilizar una RN.

Las RN han sido utilizadas de forma creciente en
Medicina, existiendo múltiples revisiones publica-
das. Las aplicaciones más frecuentes se sitúan en el
diagnóstico clínico, farmacología y predicción de re-
sultados35-37. 

Nuestros resultados no encuentran diferencias sig-
nificativas entre el modelo reajustado por RL y el
conseguido con RN, aunque apreciamos una tenden-
cia de mejores parámetros de discriminación y cali-
bración con las RN. En diversos artículos con hallaz-
gos similares los autores concluyen que la relación
existente entre las variables predictoras es indepen-
diente y prácticamente lineal38. Nosotros aportamos
la visión de que, aunque de forma global los resulta-
dos son similares, encontramos pacientes que tienen
diferente asignación de probabilidad según el mode-
lo RL o RN. El análisis de este tipo de pacientes des-
cubre que algunas variables (en nuestro caso la edad)
contribuyen de forma diferente para ambos modelos.
Así, queda planteada la pregunta de cuál de los dos
modelos (RL o RN) es más preciso al utilizarlo en
nuestra UCI. 

En general, una RN es más precisa cuando se cum-
plen diversas condiciones: la variable final viene ex-
presada como función compleja de las variables pre-
dictoras o cuando existen influencias entre las
variables predictoras difíciles de encontrar. Por otra
parte, las RN son más complicadas, y sus coeficien-
tes no tienen una interpretación fácil de expresar con
el lenguaje habitual39. 

En nuestros resultados (sobre todo en el modelo
24-horas) la metodología basada en RN apunta me-
jores resultados, ya que es capaz de encontrar rela-
ciones y efectos no lineales entre las variables del
MPM II y la probabilidad de muerte.

En la revisión de Sargent, que analiza 28 trabajos
sobre predicción de resultados con RN (comparada
con RL), encuentra que las RN son equivalentes o su-

periores cuando se analizan series con suficiente nú-
mero de pacientes, aunque también advierte que debe
valorarse el sesgo de publicación (tienden a publicar-
se los trabajos cuando las RN son por lo menos simi-
lares o mejores)40.

Las variables empleadas en el modelo MPM II han
sido seleccionadas bajo técnicas de RL, lo que tam-
bién penaliza al modelo RN. Si la selección se hubie-
ra hecho con RN, las variables podrían haber sido
otras. 

Las limitaciones de nuestro trabajo se basan en dos
aspectos. Primero, hemos utilizado un tipo de RN
concreto (el perceptrón multicapa con algoritmo de
retropropagación del error), utilizar otro tipo de red
podría conseguir unos mejores resultados15; además,
el empirismo para obtener la arquitectura óptima
siempre debe tenerse en cuenta. Y segundo, nuestra
serie es pequeña (debido a las características de nues-
tra UCI y hospital), lo que limita las conclusiones ge-
nerales del trabajo. Trabajar con un rango de 5 años
también introduce factores de confusión que deben
tenerse en cuenta. Otra limitación importante es el as-
pecto de computación de los datos, ya que para el cál-
culo de la precisión de las redes debemos hacer pro-
cedimientos basados en remuestreo intensivo que no
hemos mostrado en el artículo para garantizar una
mayor claridad en su lectura. 

Nuestros resultados son similares a los publicados
comparando el modelo APACHE II y APACHE III
con las RN8,9.

En conclusión, nuestro trabajo pretende afirmar la
necesidad de validar los instrumentos de predicción
en cada UCI y la necesidad posterior de reajustar los
modelos (al encontrar una falta de calibración) que
puede hacerse con técnicas basadas en RL o RN. Po-
der acercar, de forma sencilla, la metodología basada
en redes también puede considerarse una aportación. 

Idealmente, la búsqueda de modelos más precisos
debe basarse en que estos sean capaces de mantener
su precisión cuando se apliquen en poblaciones con-
cretas. Las técnicas de RN pueden ayudarnos en este
objetivo.
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